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Resumen. Las redes sociales han sido foco de un creciente interés por el amplio 

espectro de aplicaciones que han demostrado tener, desde marketing hasta 

política. Por este motivo todos los enfoques de estudio relacionados a éstas tienen 

una gran importancia. Existen trabajos relacionados con la detección de 

comunidades que estudian el problema desde varios enfoques: algunos lo tratan 

como un problema estático, mientras que los más recientes lo tratan como un 

problema dinámico. Ambos enfoques presentan ventajas y desventajas que hacen 

que la selección del enfoque se decida en parte por la naturaleza del problema. 

En este trabajo se sigue el enfoque de AI-NSGA-II y, para mejorar la forma en 

que se detectan las comunidades, se considera una función objetivo adicional 

para lograr definir mejor el agrupamiento. Posteriormente, el desempeño de la 

propuesta HD-AI-NSGA-II se compara con AI-NSGA-II usando conjuntos de 

datos artificiales y un conjunto de datos real bien conocido que contiene ID de 

videos de YouTube. Finalmente se demuestra que nuestro enfoque HD-AI-

NSGA-II destaca al lograr una mejor definición de los grupos y, como resultado 

directo, una detección sobresaliente de comunidades gracias a la forma en que 

guía la búsqueda del frente de Pareto. 

Palabras clave: Algoritmos evolutivos multiobjetivo, agrupamiento 

multiobjetivo, detección de comunidades, redes sociales. 

Community Detection in Social Networks by a High-

Definition Dynamic Clustering Algorithm 

Abstract. Social networks have been focus of growing interest for the wide 

spectrum of applications they have, from marketing to politics. For this reason 

all approaches related to them have a great importance. There are several studies 
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releated to community detection that tackle the problema from several 

perspectives: some of them study it as a static problem, while the more recent 

ones consider it as a dynamic problem. In this work the AI-NSGA-II approach is 

followed and, in order to improve the way in which communities are detected, an 

additional objetive function is considered, which manages to better define the 

clustering. Subsequently, the permformance of our proposed HD-AI-NSGA-II is 

compared against AI-NSGA-II using artifical data sets and a well-known real 

instance containing YouTube videos ID’s. Finally, it is demonstrated that the 

proposed HD-AI-NSGA-II improves the other approach by achieving a better 

definition of the clusters and, as a direct result, a better community detection 

thanks to the way in which it guides the search of the Pareto front. 

Keywords: Multi-objective evolutionary algorithms, multi-objective clustering, 

community detection, social networks. 

1. Introducción 

En la actualidad, la detección de comunidades es uno de los tópicos con mayor 

importancia por las aplicaciones que puede tener en redes sociales, economía, 

marketing, política, búsqueda de información, minería de datos, adquisición de 

conocimiento, análisis de datos, informática, física, sociología, etc. [1-8]. Algunas de 

las aplicaciones se han combinado para desarrollar un papel principal en los últimos 

años, como el caso de las redes sociales y la política. Por estos motivos, la detección de 

comunidades es un problema ampliamente investigado, abierto y de relevancia [1, 9-

12]. Este problema puede ser modelado como uno de optimización multiobjetivo, ya 

que comúnmente se plantean varios objetivos que están en conflicto para lograr un buen 

conjunto de soluciones, en particular, se modela como un problema de partición de un 

grafo. En este sentido, los algoritmos genéticos son una de las herramientas más 

importantes para la optimización de problemas multiobjetivo NP-difíciles [2, 9]. 

Tomando en cuenta la estructura temporal del grafo, hay dos enfoques que abordan el 

tema, el primero considera el problema como un caso estático, en donde el estado del 

grafo no cambia con el tiempo [7, 11, 13-17], mientras que el segundo considera al 

problema como dinámico e implementa algún mecanismo que considera los cambios 

del grafo a través del tiempo [2, 4, 18-23]. 

El problema de agrupamiento trata de encontrar la mejor partición 𝐶 de un grafo 

𝐺(𝑉, 𝐴) con nodos 𝑉 y aristas 𝐴. Algunos algoritmos hacen suposiciones a priori de la 

estructura del grafo y esto puede afectar el rendimiento y la calidad de las soluciones. 

Por otro lado, agrega un mejor rendimiento [10]. En este trabajo se adopta el enfoque 

evolutivo de AI-NSGA-II [24] para formar las soluciones. HD-AI-NSGA-II, que es el 

algoritmo propuesto, puede trabajar tanto de manera estática como temporal, ya que no 

está enfocado a la calidad del agrupamiento conforme el paso del tiempo. En su lugar, 

crea soluciones de alta definición para cada estado en el tiempo. HD-AI-NSGA-II 

considera un objetivo adicional para aumentar la calidad y rendimiento a comparación 

del enfoque adoptado. Este objetivo trata de maximizar el número de grupos y así poder 

diferenciar dos soluciones, que en teoría podrían ser medidas como iguales por los otros 

dos objetivos, logrando una mayor diversificación del frente de Pareto. 
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El resto del trabajo está estructurado de la siguiente forma. En la Sección 2 se hace 

una comparativa con algunos trabajos relacionados. En la Sección 3 se plantea el 

problema y la nuestra propuesta para mejorar el agrupamiento, posteriormente, en la 

Sección 4 se presentan los resultados de comparar el enfoque adoptado contra nuestra 

propuesta. Finalmente, en la Sección 5 se presentan algunas conclusiones y se describe 

el trabajo futuro. 

2. Trabajo relacionado 

Uno de los trabajos relacionados al enfoque adoptado es el de GrasSC [25], el cual 

hace agrupación de usuarios para realizar recomendación de contenido. Para lograrlo 

utiliza el historial de páginas visitadas por cada usuario como nodo y la similitud de un 

historial a otro como arista. En este sentido, generan un grafo no dirigido y ponderado, 

dando como resultado un problema de partición de grafo, el cual es NP-difícil. Utilizan 

las mismas funciones objetivo que AI-NSGA-II, las cuales son 1/(1 + 𝑀𝑐𝑢𝑡) y 

𝐺𝑜𝑏𝑎𝑙 𝑆𝑖𝑙ℎ𝑜𝑢𝑒𝑡𝑡𝑒, pero a diferencia AI-NSGA-II, GrasSC utiliza una codificación 

basada en etiquetas, además de estar basado en SPEA2 [26] y opera sobre tipos de datos 

categóricos y matrices de distancia. 

Otro trabajo que está muy relacionado con AI-NSGA-II es DYN-MOGA [27], ya 

que ambos utilizan representación basada en grafo de adyacencia, adoptan el enfoque 

de NSGA-II [28] y operan sobre tipos de datos que representan grafos. Sin embargo, 

tiene una diferencia significativa y es que una de sus funciones objetivo prioriza 

suavizar la diferencia de los agrupamientos de dos momentos consecutivos en lugar de 

maximizar la precisión del agrupamiento. DYN-MOGA utiliza 𝐶𝑜𝑚𝑚𝑢𝑛𝑖𝑡𝑦 𝑆𝑐𝑜𝑟𝑒 y 

𝑁𝑜𝑟𝑚𝑎𝑙𝑖𝑧𝑒𝑑 𝑀𝑢𝑡𝑢𝑎𝑙 𝐼𝑛𝑓𝑜𝑟𝑚𝑎𝑡𝑖𝑜𝑛, como funciones objetivo. El primer objetivo de 

DYN-MOGA trata de maximizar la calidad del agrupamiento en el estado actual de 

tiempo, mientras que el segundo objetivo considera el cambio que sufre una solución 

que pasa del tiempo 𝑡 al tiempo 𝑡 + 1. Estos dos objetivos entran en conflicto cuando 

el estado del grafo es dinámico y no se mantiene idéntico para cada estado de tiempo. 

3. Detección de comunidades de alta definición 

El problema de detección de comunidades en redes sociales lo abordamos desde una 

estrategia multiobjetivo por la naturaleza de las redes sociales, ya que es difícil 

encontrar una red social representada por grafos disjuntos, lo común es tener una red 

social representada por un grafo conexo que contenga la mayoría de las relaciones entre 

todos los nodos. En el caso de que pudiéramos garantizar que el grafo es disjunto, 

podría aplicarse un método de agrupamiento de un solo objetivo. Pero en el caso de un 

grafo conexo, es deseable tener más de una métrica para medir la calidad del 

agrupamiento. Y como se demuestra en esta sección, a veces es necesario agregar 

nuevos objetivos para elevar la calidad de los resultados. 

Usualmente, el problema de detección de comunidades trata de encontrar, en un 

grafo 𝐺(𝐴, 𝑉), una partición 𝐶 compuesta por 𝑘 conjuntos disjuntos de nodos 𝑣 tal que 

cada 𝑣 ∈ 𝑉, que minimice el número de aristas 𝑎 entre grupos y maximice el número 
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de aristas 𝑎 dentro de cada grupo para cada 𝑎 ∈ 𝐴. La ecuación (1) muestra el primer 

objetivo a maximizar, que es una modificación a la ecuación (2) 𝑀𝑐𝑢𝑡 [29], ya que 

𝑀𝑐𝑢𝑡 por sí sola debe ser minimizada: 

𝑓1 =
1

1+𝑀𝑐𝑢𝑡
 , (1) 

en donde: 

𝑀𝑐𝑢𝑡𝑘 =
𝑐𝑢𝑡(𝐶1, 𝐶1̅)

𝑊(𝐶1)
+

𝑐𝑢𝑡(𝐶2, 𝐶2̅)

𝑊(𝐶2)
+ ⋯ +

𝑐𝑢𝑡(𝐶𝑘 , 𝐶�̅�)

𝑊(𝐶𝑘)
 , 

(2) 

𝑊(𝐶i) = 𝑐𝑢𝑡(𝐶i, 𝐶i) , (3) 

𝑐𝑢𝑡(𝐶𝑖 , 𝐶�̅�) = ∑ 𝑊𝑢𝑣𝑢∈𝐶1,𝑣∈𝐶1̅
 , (4) 

para toda 𝑖 ∈ {1, … , 𝑘} y 𝑘 > 1. 𝑓1 toma valores en el intervalo (0,1], ya que 𝑀𝑐𝑢𝑡𝑘 

toma valores en el intervalo [0, ∞). El mejor caso de 𝑀𝑐𝑢𝑡𝑘 ocurre cuando la ecuación 

(4) de cada termino es igual a cero, es decir, 𝑐𝑢𝑡(𝐶𝑖, 𝐶�̅�) = 0, para toda 𝑖 ∈ {1, … , 𝑘}. 

Esto quiere decir que no existe ninguna arista 𝑎 que vaya desde algún nodo a otro nodo 

de otro grupo, lo cual puede verse como que ninguna arista es cortada por la agrupación. 

El caso neutral está dado cuando el número de aristas entre grupos es igual al número 

de aristas internas de cada grupo, con lo cual cada término 
𝑐𝑢𝑡(𝐶𝑖,𝐶�̅�)

𝑊(𝐶i)
= 1, teniendo como 

resultado 𝑀𝑐𝑢𝑡𝑘 = 𝑚, en donde 𝑚 es el número de nodos de 𝐺. Finalmente, se tendría 

que 𝑓1 =
1

1+𝑚
. Esta observación es importante ya que 𝑓1 toma valores en el intervalo 

(0,1] y sería fácil pensar que el caso neutral estaría dado por 𝑓1 = 0.5. 

La última consideración con respecto a esta función se muestra en la Fig. 1 y hace 

evidente un caso especial en la ecuación (3) y por el cual se considera 𝑊𝑢𝑢 = 1, para 

toda 𝑢 ∈ {1, … , 𝑚}. 

El segundo objetivo por maximizar es Global Silhouette [30], está definido en la 

ecuación (5): 

𝑓2 = 𝐺𝑙𝑜𝑏𝑎𝑙 𝑆𝑖𝑙ℎ𝑜𝑢𝑒𝑡𝑡𝑒 =
∑ 𝑆(𝑖)𝑖∈𝑉

|𝑉|
 , (5) 

en donde: 

 

Fig. 1. En (a) se muestra el caso especial de un agrupamiento donde 𝑊(𝐶1) = 0 y 𝑊(𝐶2) = 0, 

ya que para 𝐶1 y 𝐶2 no hay relaciones internas. Para evitar la división entre cero en los términos 

de 𝑀𝑐𝑢𝑡𝑘 se considera implícitamente el bucle 𝑊𝑢𝑢 = 1, para todos los nodos de 𝐺 como se 

muestra en (b), de esta forma se tiene 𝑊(𝐶1) = 2 y 𝑊(𝐶2) = 2. 
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𝑆(𝑖) = {

𝑎(𝑖)−𝑏(𝑖)

max {𝑎(𝑖),𝑏(𝑖)}
, 𝑝𝑎𝑟𝑎 |𝐶𝑙| > 1

0, 𝑝𝑎𝑟𝑎 |𝐶𝑙| = 1
, ∀ 𝑖 ∈ {1, … , |𝑉|} , 

(6) 

𝑎(𝑖) =
∑ 𝑊𝑖𝑗𝑗∈𝐶𝑙

|𝐶𝑙|
, 𝑖 ∈ 𝐶𝑙 , 

(7) 

𝑏(𝑖) = max{𝑑(𝑖, 𝐶𝑚)}, 𝑚 ∈ {1, … , |𝐶|}, 𝑚 ≠ 𝑙 , (8) 

𝑑(𝑖, 𝐶𝑚) =
∑ 𝑊𝑖𝑗𝑗∈𝐶𝑚

|𝐶𝑚|
 , (9) 

𝑓2 toma valores en el intervalo (−1,1], ya que cada término de la ecuación (5) también 

toma valores en el intervalo (−1,1] y 𝑓2 es el promedio los mismos. En la ecuación (7) 

se calcula el promedio de aristas dentro del grupo al que pertenece el nodo 𝑖. La 

ecuación (8) selecciona el promedio máximo de aristas que existen entre el nodo 𝑖 y el 

resto de los grupos, cada promedio es calculado con la ecuación (9). El mejor caso de 

𝐺𝑙𝑜𝑏𝑎𝑙 𝑆𝑖𝑙ℎ𝑜𝑢𝑒𝑡𝑡𝑒 ocurre cuando la ecuación (6) toma el valor de uno y la ecuación 

(8) toma el valor de cero, es decir, 𝑆(𝑖) = 1, dado 𝑏(𝑖) = 0, para toda 𝑖 ∈ {1, … , |𝑉|}. 

Esto quiere decir que no existe ninguna arista 𝑎 que vaya desde algún nodo a otro nodo 

de otro grupo. El caso neutral está dado cuando el número de aristas entre grupos es 

igual al número de aristas internas de cada grupo, con lo cual para cada término 𝑆(𝑖) 

de la ecuación (5), 𝑎(𝑖) = 𝑏(𝑖), teniendo como resultado 𝐺𝑙𝑜𝑏𝑎𝑙 𝑆𝑖𝑙ℎ𝑜𝑢𝑒𝑡𝑡𝑒 = 0. Para 

el caso que el grupo 𝐶𝑙 solo contará con un nodo se le asigna a 𝑆(𝑖) el valor cero. 

La última consideración con respecto a esta función se muestra en la Fig. 2 y hace 

evidente un caso especial por el cual, al igual que el primer objetivo, se considera 

𝑊𝑢𝑢 = 1, para toda 𝑢 ∈ {1, … , 𝑚}. 

3.1 HD-AI-NSGA-II 

Los dos primeros objetivos deben maximizarse para encontrar el conjunto de 

soluciones que formen el frente de Pareto, pero por sí solos tienen una limitante ya que 

existen soluciones que representan diferentes agrupamientos con un número diferente 

de grupos, pero con mismos valores de aptitud, como se muestra en la Fig. 3. 

Como se puede apreciar en la Fig. 3, la solución (b) es mejor que la (a) al estar mejor 

definida, por lo tanto, proponemos como tercer objetivo a maximizar la ecuación (10), 

que es el número de grupos 𝑘: 

𝑓3 = 𝑘. (10) 

3.2 Mecanismos genéticos 

Para poder hacer una comparación estricta entre AI-NSGA-II y HD-AI-NSGA-II, se 

utilizan los mismos mecanismos genéticos propuestos por el enfoque seguido. Para la 

codificación utilizamos locus-based adjacency [31] como forma de representar cada 

solución. En esta representación el genotipo es del tamaño del número de nodos que 

tiene el grafo y cada locus del genotipo indica una arista del nodo representado por el 
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locus al nodo representado por el valor del locus. La selección se hace por torneo 

binario [32], en donde se escogen al azar dos individuos de la población, su nivel en el 

frente de Pareto y la probabilidad para seleccionar uno de los dos. Se utiliza cruza 

uniforme por no ser sesgada [24] y poder generar cualquier solución posible. 

4. Resultados 

Para medir el desempeño de nuestra propuesta, usamos dos conjuntos de datos 

artificiales y el conjunto bien conocido de datos reales de Cheng et al. [33] obtenidos 

de YouTube. Los parámetros de ejecución (ver Tabla 1) son los mismos reportados por 

el enfoque seguido [24]. 

 
Fig. 2. En (a) se muestra el caso especial de un agrupamiento donde tenemos 𝑎(1) = 0 y b(1) =
0, es decir, que el nodo 1 no tiene relación con ningún otro, ya sea de su mismo grupo o de otro 

grupo. Para evitar la división entre cero en 𝑆(𝑖), se considera implícitamente el bucle 𝑊𝑢𝑢 = 1, 

para todos los nodos de 𝐺 como se muestra en (b), en donde tenemos 𝑎(1) = 0.5 y b(1) = 0. 

 

 

Fig. 3. En (a) se muestra la solución de un agrupamiento con valores de aptitud 𝑓1 = 1, 𝑓2 = 1, 

la cual forma dos grupos. En (b) se muestra la solución de un agrupamiento que también tiene 

los valores de aptitud 𝑓1 = 1, 𝑓2 = 1, pero formada por tres grupos. 
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Tabla 1. Parámetros de ejecución. 

 Número 

máximo de ge-

neraciones 

Pobla-

ción P 

Población 

Q 

Selección 

Ps 

Cruza 

Pc 

Muta-

ción Pm 

AI-NSGA-II 200 30 60 0.6 1.0 0.01 

HD-AI-NSGA-

II 
200 30 60 0.6 1.0 0.01 

El primer conjunto de datos artificial consta de tres grafos disjuntos, por lo tanto, las 

soluciones óptimas son las que tengan 
1

1+𝑀𝑐𝑢𝑡
= 1, 𝐺𝑆 = 1 y 𝑘 = 3, es decir, las 

soluciones optimas deben representar tres grupos sin aristas entre grupos. En la Fig. 4 

se puede ver cómo únicamente HD-AI-NSGA-II encuentra las soluciones óptimas para 

 

 

Fig. 4. Comparación, por pares de funciones objetivo y de los tres objetivos, de las soluciones de 

AI-NSGA-II y HD-AI-NSGA-II, para el primer conjunto de datos. 
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este conjunto de datos, las cuales son precisamente las soluciones  (
1

1+𝑀𝑐𝑢𝑡
, 𝐺𝑆, 𝑘) =

(1,1,3). 

En la Fig. 4 se puede observar cómo las soluciones de AI-NSGA-II se acercan a 

valores de 
1

1+𝑀𝑐𝑢𝑡
= 1, 𝐺𝑆 = 1, las cuales indudablemente alcanzaría aumentando el 

número de iteraciones, pero se estanca en valores de 𝑘 = 2, motivo por el cual no deja 

que este enfoque obtenga agrupaciones óptimas de 𝑘 = 3. 

 

 

Fig. 5. Superior: la mejor solución de AI-NSGA-II. Inferior: la mejor solución de HD-AI-

NSGA- II. 
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En la Fig. 5 se muestra la representación y comparación de la mejor solución del 

enfoque adoptado AI-NSGA-II y la mejor solución de nuestra propuesta HD-AI-

NSGA-II, respectivamente. La mejor solución de AI-NSGA-II únicamente corta una 

arista, pero al no ser guiada la búsqueda en el sentido del numero de grupos 𝑘 le es 

difícil definir los tres grupos que existen. En contraste, nuestra propuesta si logra 

identificar perfectamente los tres grupos. 

El segundo conjunto de datos artificial consta de un grafo conexo que contiene tres 

comunidades, por lo tanto, las mejores soluciones son las que tengan 
1

1+𝑀𝑐𝑢𝑡
≈ 1, 𝐺𝑆 ≈

1 y 𝑘 = 3. En la Fig. 6 se puede ver que también únicamente HD-AI-NSGA-II 

encuentra las soluciones óptimas para este tipo de grafo. 

En la Fig. 6 se puede observar cómo las soluciones de AI-NSGA-II se acercan a 

valores de 
1

1+𝑀𝑐𝑢𝑡
= 1, 𝐺𝑆 = 1, pero se estanca en valores de 𝑘 = 2 motivo por el cual 

no deja que este enfoque obtenga agrupaciones óptimas con 𝑘 = 3. 

 

 

Fig. 6. Comparación, por pares de las funciones objetivo y de los tres objetivos, de las soluciones 

de AI-NSGA-II y HD-AI-NSGA-II, para el segundo conjunto de datos. 
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El motivo por el que sólo HD-AI-NSGA-II encuentre soluciones compuestas de tres 

grupos, se debe a que las soluciones iniciales (ver Fig. 7) con mejores valores de aptitud 

𝑓1 y 𝑓2 generalmente son las de menor valor 𝑓3 y, por lo tanto, AI-NSGA-II va 

remplazando las soluciones con altos valores de 𝑓3 por soluciones con valores menores 

para dicha función. 

 

 

Fig. 7. Número de conjuntos en las poblaciones iniciales para el primer (superior) y segundo 

(inferior) conjunto artificial. 
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Fig. 8. Comparación, por pares de las funciones objetivo y de los tres objetivos, de las soluciones 

de AI-NSGA-II y HD-AI-NSGA-II para el conjunto de datos de YouTube que contiene tres 

grafos disjuntos. 

 

Fig. 9. Número de conjuntos en las poblaciones iniciales para el conjunto de datos de YouTube. 

 315

Detección de comunidades en redes sociales por medio de un algoritmo de agrupamiento ...

Research in Computing Science 147(5), 2018ISSN 1870-4069



Por último, en la Fig. 8 se muestran las soluciones encontradas para el conjunto de 

datos que contienen los ID de videos de YouTube, en el cual se puede apreciar que HD-

AI-NSGA-II es el único en encontrar soluciones con un mayor número de grupos.  

El motivo por el que solo HD-AI-NSGA-II encuentre soluciones compuestas de tres 

grupos, se debe a que las soluciones iniciales (ver Fig. 9) con mejores valores de aptitud 

𝑓1 y 𝑓2 generalmente son las de menor valor 𝑓3 y, por lo tanto, AI-NSGA-II va 

remplazando las soluciones con altos valores de 𝑓3 por soluciones con valores menores 

para dicha función. 

5. Conclusiones 

En el presenta trabajo presentamos una alternativa al enfoque propuesto por AI-

NSGA-II para la detección de comunidades. Nuestra propuesta agrega una función 

objetivo que permite guiar a soluciones que definen mejor los grupos hacia el frente de 

Pareto. Este objetivo maximiza el número de grupos formados por cada solución, dando 

como resultado una mayor exploración y evitar estancarse en óptimos locales que 

contengan un bajo número de grupos. Ambos enfoques fueron probados y comparados 

con dos conjuntos de datos artificiales y uno bien conocido, llegando a la conclusión 

de que, tanto para los grafos disjuntos como para los conexos que contienen 

comunidades internamente, trabaja mejor nuestra propuesta logrando definir mejor los 

grupos y haciendo una mejor detección de comunidades. 

Actualmente se está trabajando con un conjunto de datos compuesto por ID de 

perfiles de Facebook creado por la empresa tecnológica Cad&Lan, los cuales forman 

un grafo conexo al estar construido de forma recursiva. Se pretende demostrar de igual 

manera la efectividad del enfoque propuesto sobre otro conjunto de datos reales. 

Posteriormente, se pretende adaptar los demás objetivos de optimización e implementar 

métricas multiobjetivo para conocer el desempeño. 
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